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Hintergrund und Zielsetzung 
Die Digitalisierung in der Milchwirtschaft birgt 
das Versprechen Tierkrankheiten früher er-
kennen und gezielter verhindern zu können 
[1]. Dies wird insbesonders durch das Sam-
meln, Zusammenführen und Analysieren von 
Daten möglich, die häufig zu Routinezwecken 
ohnehin erfasst werden [2]. Das beinhaltet 
etwa Systeme welche Melkdaten, Fütte-
rungsdaten oder andere Leistungsdaten auf-
zeichnen [3]. Die Identifikation von Risikofak-
toren für Erkrankungen auf Basis solcher Da-
ten wird jedoch erheblich dadurch erschwert, 
dass insbesonders häufige Stoffwechseler-
krankungen oft durch ein Zusammenspiel von 
mehreren Faktoren gleichzeitig verursacht 
werden [4].  

In dieser Arbeit präsentieren wir zum ersten 
Mal einen systematischen Zugang um die Ef-
fekte von Fütterungs- und anderen Betriebs-
managementpraktiken auf häufige Tierer-
krankungen zu untersuchen. Wir betrachten 
dabei Ketose, Milchfieber, Lahmheit, Euter-
entzündungen, und Eierstockzysten. Das Ziel 
dabei ist es betriebsspezifische Risikoprofile 
für unterschiedliche Krankheiten erstellen zu 
können, d.h. an welcher Art von Betrieb wel-
che Krankheiten häufiger oder weniger häufig 
als in anderen Betrieben vorkommen, und 
inwiefern einzelne Managementpraktiken in 

Zusammenhang mit diesem Risikoprofil ste-
hen können.  

Daten und Methoden 
Daten. Wir verwenden Daten, welche in Vor-
projekten gesammelt wurden. Dies beinhaltet 

Projekt [5], aus dem umfangreiche Informati-
onen zu Futteraufnahme, Milchleistung, Kör-
pergewicht, Körpermaße, Tiergesundheit, so-
wie eine Vielzahl von Kennzahlen zum Betrieb 
vorliegen. Basierend auf Daten von 167 öster-
reichischen Betrieben und 6.519 Kühen, kön-
nen wir so den Zusammenhang von ca. 240 
unterschiedlichen Variablen mit unterschied-
lichen Krankheiten untersuchen. 

In der Analyse gehen wir in zwei Schritten vor. 
Im ersten Schritt identifizieren wir Gruppen 
von ähnlichen Betrieben mittels einer Haupt-
komponentenanalyse und untersuchen die 
Krankheitshäufigkeiten in diesen Gruppen. Im 
zweiten Schritt werden multivariate Regressi-
onsmodelle ausgewertet um zu verstehen, 
welche Betriebsmerkmale am besten beo-
bachtete Unterschiede in Krankheitshäufig-
keiten erklären können. Im Folgenden werden 
diese beiden Auswertungsschritte kurz be-
schrieben. 

Hauptkomponentenanalyse. Die Hauptkom-
ponentenanalyse (HKA, oder auch bekannt als 
Principal Component Analysis, PCA) ist ein 
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mathematisches Verfahren der multivariaten 
Statistik zur Dimensionalitätsreduktion [6]. Sie 
identifiziert diejenigen Kombinationen von 
Variablen, welche die beobachtete Streuung 
in den Daten am besten erklären können. Die-
jenige Linearkombination von Variablen, wel-
che die Varianz in den Daten am besten erklä-
ren kann, ist die sogenannte erste Haupt-
komponente (PC1). Jede weitere Hauptkom-
ponente steht orthogonal zu allen bisherigen 
Komponenten in einer Art und Weise, welche 
die übrig bleibende Varianz größtmöglich re-
duziert. Häufig wird neben der ersten auch 
die zweite Hauptkomponente (PC2) betrach-
tet, um eine zweidimensionale Beschreibung 
eines hochdimensionalen Datensatzes zu er-
möglichen. Es ist zu erwarten, dass unterei-
nander ähnliche Betriebe auch ähnliche 
Hauptkomponenten besitzen. Gruppen von 
ähnlichen Betrieben können somit durch Clus-

teringverfahren wie k-means im Hauptvekto-
renraum bestimmt werden: sie bilden 

ponentenwerten. Innerhalb solcher Gruppen 
können wir dann Krankheitshäufigkeiten ge-
trennt betrachten. 

Multivariate Regression. Um herauszufinden 
welche Betriebsmerkmale die unterschiedli-
chen Krankheitshäufigkeiten am stärksten be-
einflussen, betrachten wir multivariate Re-
gressionsmodelle. Jede Erkrankung eines Tie-
res entspricht einer Beobachtung. Als Werte 
für die unabhängigen Variablen werden die-
jenigen Beobachtungen genommen, die zeit-
lich am nächsten vor der Erkrankung erfasst 
wurden. Als Kontrollgruppen wurden Tiere 
ohne Erkrankungen betrachtet mit den zuletzt 
beobachteten Werten. Für jede Variable und 
jede Krankheit wird dabei ein Modell ausge-

Abbildung 1: Hauptkomponenten- und Clusteranalyse der Betriebe in den Efficient Cow Daten. Je-
der Punkt entspricht einem Betrieb; die Größe der Punkte ist proportional zur Anzahl der Kühe an 
dem Betrieb. Es lassen sich drei Cluster von Betrieben erkennen, welche durch unterschiedliche Far-
ben dargestellt sind. 
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wertet, in dem für Laktation, Jahreszeit, Ras-
se, Region, sowie das Leistungsniveau des Be-
triebs adjustiert wird. Kategorische Variablen 

-hot-
Ausprägung der kategorischen Variable wird 
eine eigene Variable erstellt mit dem Wert 
von 1 falls die entsprechende Ausprägung bei 
der Beobachtung vorliegt, und 0 anderenfalls. 
Im Modell werden nur Variablen-
Krankheitspaare betrachtet, für die zumindest 
50 Beobachtungen vorlagen. Multiple Test-
korrektur erfolgt nach Benjamini-Hochberg. 

Resultate und Diskussion 
Drei Betriebscluster. Die Ergebnisse der 
Hauptkomponentenanalyse der Efficient Cow 

Daten wird in Abbildung 1 gezeigt. Dabei be-
trachten wir die ersten beiden Hauptkompo-
nenten (PC1 und PC2) und stellen sämtliche 
Betriebe in diesem Koordinatensystem dar. 
Jeder Betrieb entspricht dabei einem Punkt 
mit Größe proportional zur Anzahl seiner Kü-
he. Es ist klar offensichtlich, dass drei Cluster 
von Betrieben vorliegen (rot, blau, grün). Der 
rote Cluster hat dabei hohe Werte in PC1 
während sich grün und blau in erster Linie in 
PC2 unterscheiden. 

Charakterisierung der Cluster. Um zu verste-
hen, welche Betriebe in den drei Clustern lie-
gen, kann man nun auswerten, wie stark un-
terschiedliche Variablen zu den beiden ersten 
Hauptkomponenten beitragen. Diese Ergeb-

Abbildung 2: Profile der ersten (oben) und zweiten Hauptkomponente (unten) 



ZAR-Seminar 2021  Klimek  Identifikation von Risikofaktoren für Stoffwechselerkrankungen durch Big Data-Analysen 

nisse sind in Abbildung 2 dargestellt. Betriebe, 
bei denen PC1 hoch ist (roter Cluster) sind 
tendenziell kleinere Biobetriebe mit Anbinde-
haltung sowie Weidebetrieb und Alpungen, 
typischerweise auf größerer Seehöhe, mit 
Festmist, händischem Kraftfutter, Rohrmelk-
anlagen, etc. Im grünen und blauen Cluster 
sind damit verstärkt größere Betriebe, die sich 
anhand der Merkmale in PC2 unterscheiden. 
Der grüne Cluster hat im Vergleich zum Blau-
en hohe PC2 Werte, was insbesonders bei Be-
trieben mit Spaltenboden und Laufställen der 
Fall ist. 

Krankheitsprofile der Cluster. Die drei Cluster 
unterschieden sich mitunter stark in der Häu-
figkeit einzelner Diagnosen. Insgesamt die 
niedrigsten Häufigkeiten findet man im roten 
Cluster. Die Krankheitshäufigkeiten in den an-
deren Clustern werden in Abbildung 3 gezeigt. 
Dabei zeigen sich in Cluster 1 erhöhte Fälle 
von Ketosen im Vergleich zu Cluster 2, wäh-
rend in Cluster 2 wiederum wesentlich mehr 
Fälle von Lahmheit im Vergleich zu Cluster 1 
zu finden sind.  

Abbildung 3: Vergleich der Krankheitshäufigkeiten 
in den drei Clustern, mit Cluster 0 (rot) als Refe-
renzgruppe. Für Cluster 1 und 2 werden jeweils die 
relativen Risiken relativ zu Cluster 0 angegeben. 

Risikofaktoren. Um diese Heterogenitäten 
besser zu verstehen, betrachten wir den Ein-
fluss einzelner Risikofaktoren in multivariaten 

Regressionsmodellen. Die vollständige Aus-
wertung dieser Daten ist momentan noch im 
Gange, folgende vorläufige Resultate treten 
dabei bis jetzt am stärksten heraus. Bezüglich 
Fütterung, finden wir zum Beispiel dass die 
Aufnahme von Grassilage prädiktiv für stark 
reduzierte Risiken von Eierstockzysten (Odds 
Ratio [OR] von 0.39, 95 % Konfidenzintervall 
[KI] von 0.31-0.50), Ketose (OR 0.42, KI 0.27-
0.67) und Milchfieber (OR 0.69, KI 0.55-0.88) 
ist. Der Futtermittelanteil von Heu zeigte wei-
ters protektive Effekte für Mastitis (OR 0.20, 
KI 0.085-0.46) aber auch für andere Krankhei-
ten wie Lahmheit (OR 0.53, KI 0.40-0.71). Das 
Risiko für Lahmheit erhöht sich auch stark mit 
der Aufnahme von Kraftfutter (OR 15, KI 9.3-
24) und Maissilage (OR 8.7, KI 6.7-11). Ketose
zeigt sich stark reduziert in Betrieben mit Al-
pung von Jungtieren (OR 0.28, KI 0.18-0.43)
sowie mit Boxeneinstreu von lang gehäcksel-
ten Stroh (OR 0.46, KI 0.33-0.64). Lahmheit
wiederum nahm in Betrieben ohne Alpung zu
(OR 4.6, KI 3.4-6.2) sowie in Betrieben mit
Hochbuchten (OR 3.2, KI 2.8-3.7) während
sich das Lahmheitsrisiko in Betrieben mit

Tiefbuchten reduzierte (OR 0.44, KI 0.40-
0.50). 

Das Ergebnis eines stark erhöhten Lahmheits-
risikos in Betrieben mit Hochbuchten ist da-
mit konsistent mit dem Ergebnis einer Häu-
fung von Lahmheiten in Betriebscluster 2 
(grün), wo tendenziell eher Hochbuchten ein-
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gesetzt werden. Dies führt exemplarisch vor, 
wie unsere Ergebnisse verwendet werden 
können um Risikoprofile für einzelne Betriebe 
erstellen zu können, und die wahrscheinlichs-
ten Treiber von Unterschieden in den Krank-
heitshäufigkeiten identifizieren zu können.  

Wir bitten zu beachten, dass dieses Doku-
ment work in progress beschreibt und kleine-
re Verfeinerungen in der Auswertungs- und 
Berechnungsmethodik noch zu erwarten sind, 
bevor endgültige Resultate in einer wissen-
schaftlichen Publikation angestrebt werden.  

Schlussbemerkungen 
Bauernhöfe des 21. Jahrhunderts werden 
immer mehr zu digital integrierten Sensorsys-
temen. Mit unserem Zugang wollen wir zei-
gen, wie man die Informationen solcher Sys-
teme zur Erhöhung des Tierwohls verwenden 
kann indem man diejenigen Management-
praktiken identifiziert, deren Anwendung zu 
den größten Risikoreduktionen einer Vielzahl 
von Krankheiten führt. 
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